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摘 要

近年来，基于神经网络方法的机器人智能抓取物体的研究方兴未艾。本文首先

介绍了该研究的背景，采用神经网络的方法进行机器人智能抓取研究是一个可行

的方案。

而后，本文总结归纳了神经网络在机器人智能抓取领域的研究历史与研究现

状。由实值神经网络的三个里程碑意义的模型到复值神经网络的兴起，神经网络

的模型得到了极大地扩展。基于深度学习的方法已经在机器人视觉识别领域取得

了重大的成就，识别要抓取的物体图像以后，机器人的抓取策略也很有讲究。

本文还重点介绍了基于三种不同的神经网络方法进行的机器人智能抓取研究。

首先是基于复值神经网络的方法，该方法包含离散、连续、多值三种模型，复值神

经网络以其自然的复数处理能力，使得图像等常需频域处理的信号有了直接的表

达和处理方式。

然后是基于轻量级卷积神经网络的方法，目前基于神经网络的机器人抓取位

姿预测方法的研究使用的网络结构通常具有大量的参数，需要大量的计算和存储

资源。基于 SqueezeNet的轻量级卷积神经网络抓取预测模型在不降低准确率的情
况下，网络模型更小，需要的存储资源更少，速度更快。

最后是基于级联卷积神经网络的方法，该方法提出一种抓取姿态细估计的卷

积神经网络模型 Angle-Net，在此基础上，提出一种两阶段级联式抓取位姿检测模
型。

关键词： 轻量级；卷积神经网络；复值神经网络；级联神经网络；轻量级卷积神

经网络；位姿检测模型
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Abstract

In recent years, the research of intelligent object grabbing by robots based on neural
network method is in the ascendant. Firstly, this paper introduces the background of this
research, and it is a feasible scheme to apply the neural network method to the intelligent
grasping of robots.

Then, this paper summarizes the research history and status quo of neural network in
the field of robotic intelligent grasping. From the three milestone models of real-valued
neural networks to the emergence of complex-valued neural networks, the model of neural
networks has been greatly expanded. The method based on deep learning has made great
achievements in the field of robot vision recognition. After recognizing the object image
to be grasped, the strategy of robot grasping is also very exquisite.

This paper also focuses on the intelligent grasping of robots based on three different
neural network methods. Firstly, the method based on complex-valued neural network
includes three models: discrete, continuous and multi-valued. Complex-valued neural
network, with its natural complex processing ability, makes the signal which often needs to
be processed in frequency domain, such as image, have a direct expression and processing
mode.

Then it is based on the method of lightweight convolution neural network. At
present, the network structure used in the research of robot grasping pose prediction
method based on neural network usually has a large number of parameters, which requires
a lot of computing and storage resources. The grabbing prediction model of lightweight
convolutional neural network based on SqueezeNet has smaller network model, less storage
resources and faster speed without reducing accuracy.

Finally, based on the method of cascade convolution neural network, a convolution
neural network model Angle-Net for fine grabbing attitude estimation is proposed. On
this basis, a two-stage cascade grabbing pose detection model is proposed.

Keywords: Lightweight, Convolutional Neural Network, Complex Neural Network,
Two stage cascade grabbing pose detection model
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第 1章 绪论

随着社会发展，人口老龄化，劳动力短缺等问题逐渐凸显，对服务机器人的需

求也越来越大，但是服务机器人所工作的非结构化环境也带来了许多技术难题，其

中十分主要的一个问题就是非结构环境中机器人的自动抓取，因为抓取是机器人

与现实世界交互的主要方式之一。不同于工业机器人在结构化环境中对工件的抓

取，服务机器人在非结构化环境下的自动抓取面临着诸多挑战，例如动态化环境、

光照变化、物体间存在相互遮挡，以及最主要的，非结构化环境中除了已知的物

体，还有大量未知物体。对于非结构化环境中工作的服务机器人，预先获取所有需

要进行抓取的物体的模型是不现实的，因此机器人必须能够对未知的物体在线进

行快速稳定可靠的抓取规划。

为了解决上述问题，常用的一种做法就是使用机器学习方法来学习从传感器

数据提取出的特征表达到抓取位姿的映射关系，相比于建立物体的模型库来保存

抓取经验，机器学习方法可以在没见过的物体上进行抓取经验的迁移。在这个领

域中，一些传统的方法通常借助于人工设计的特征来表示和存储抓取经验，并训练

分类器，但人工设计的特征往往只针对于某一种特定物体或任务有效，且人工设计

特征的工作量大难度高，很难在其他场景进行使用。

近年来，以卷积神经网络 (Convolutional Neural Network, CNN) 为代表的深度
学习技术，在计算机视觉和机械设备健康监测等诸多领域取得了重大的突破，在一

些领域中达到了超过人类的性能。卷积神经网络可以通过大量数据的训练挖掘出

适合于当前任务的特征表达，由于通常卷积神经网络需要堆叠很多层来提高特征

表达能力，因此参数较多，需要使用比传统机器学习算法更多的标注数据来进行训

练，抑制过拟合提高算法的泛化能力。

在机器人抓取规划领域，使用卷积神经网络学习的特征取代人工设计的特征

来对抓取进行表示和分类有很大的优势和应用前景。首先，相比于人工设计的特

征，卷积神经网络通过大量数据的学习可以挖掘出泛化能力更强效果更好的特征，

可以进一步提高抓取规划算法的性能，且省去了复杂的人工特征设计工作。其次，

随着硬件计算力和仿真软件性能的提升，视觉传感器的普及，目前已有许多通过实

验或者仿真收集的机器人抓取数据集可供使用。

综上，有了足够的数据以及合理设计的卷积神经网络结构就可以建立更高性

能的自动抓取规划算法，进而提高服务机器人在非结构化环境的交互能力，提高其

自主化和智能化程度，提高服务机器人的实用性和推进产业落地。因此，基于卷积

神经网络的机器人自动抓取规划具有重要的研究价值，可以带来巨大的经济效益。
-1-
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第 2章 文献综述

2.1 实值神经网络发展历程

人类利用人工神经网络对生物神经网络的结构、机理和功能模拟的研究，经历

了近半个多世纪漫长而又曲折的过程。具有里程碑意义的是如下三个模型
[1, 2]
。

1943年神经生理学家McCulloch和数学家 Pitts提出的第一个人工神经网络模
型: McCulloch-Pitts模型[3]

，成为神经网络研究的开端。1949年心理学家 D.O.Hebb
在文献

[4]
中提出了神经元之间突触联系强度可以改变的假设，并据此提出了神经

元学习的准则，为神经网络的学习算法奠定了基础。这些重大进展促进了神经网

络早期的研究。

1958年 Rosenblat将McCulloch和 Pitts的工作与 Hebb的工作结合在一起，设
计出的一种称为感知机的神经网络模型

[5]
，首次把人工神经网络的研究从理论付诸

工程实践，引起了许多科学家的兴趣。不过在 1969年，人工智能创始人之一Minsky
和 Papert出版了以《感知机》为名的书[6]

，书中从数学上深入分析了感知机的原理，

指出了其局限性并从理论上对感知机的原理给予了沉重的打击，使得神经网络早

期的研究热潮迅速降温，并开始陷入低潮和休眠状态。

1982 年和 1984 年美国加州理工大学的生物物理学家 J.J.Hopfield 提出了
Hopfield神经网络[7, 8]

。Hopfield神经网络模型的提出具有划时代的伟大意义，使得
神经网络的研究从体眠的状态开始复苏。Hopfield在文献 [7, 8]中设计出用电子电
路实现这一网络的方案，从而为神经计算机的研究奠定了基础。更为重要的是他

把设计出的神经网络应用于联想记忆以及解决优化领域一直困扰的 TSP问题，并
取得了巨大的成功，这些重大进展大大促进了神经网络的研究。此外，他还通过引

入类似于 Lapunov 函的“计算能量函数”的概念对网络的动力学特性进行了分析
并给出了网络稳定性的条件，从而开启了神经网络稳定性研究。

2.2 复值神经网络的兴起

复值神经网络 (Complex-valued Neural Network)是实值神经网络在复数域的推
广。相比实值神经网络，复值神经网络的起步稍晚。其历史可追溯到 1975年Widrow
提出的复值最小均方 (LMS)算法，该算法后来被广泛运用于信号处理领域[9]

。但正

如复数的出现和被人认可经历了一个漫长的过程一样，复值神经网络在出现后的

相当长时间，并未引起人们的重视。直至近几年来，随着神经网络应用领域的不断

扩展，许多需要处理复数信号的领域也提出了用神经网络解决其相关问题的要求，

-2-
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例如量子力学、电磁学、光电子、图像、遥感、时间序列分析等。在这些领域中，

基于复数信号的表示、分析和处理具有极大的便利，而复值神经网络则能直接处

理复数信号，因而很自然地使二者联系在一起。事实上，在需要幅值和相位 (或理
解为大小和方向)两方面信息来表示同一信号的场合，运用复值神经网络较之实值
神经网络，要更为直接。尽管可以用 2 个实值神经网络分别表达此类信号的大小
和方向 (或实部和虚部)，但正如复数虽然只是两个实数按某种规则而连接，但依然
有其独立于实数而存在的必要性一样，复值神经网络由于复数有实部和虚部，且复

数运算规则的特殊性等原因，在其实现和运用过程中表现出一些实值神经网络所

不具有特质，因此复值神经网络也不能简单地理解为可用 2 个实值神经网络所取
代。而且在将神经网络从实数域到复数域的推广中，并不是像表面上理解的那样：

仅是简单地将一个变量从实数变成复数。如果这样做的话，许多诸如奇异等意想

不到的问题就有可能发生
[10]
。

作为复值神经网络研究领域的先导者，日本的 Akira Hirose教授总结了近年来
复值神经网络的研究成果，并出版一本名为《复值神经网络的理论及应用》专著

[10]
。

书中总结了近年来复值神经网络理论的发展和应用情况。

2.3 抓取物体图像识别

近年来，基于深度学习的方法已经在包括视觉识别
[11, 12]
，语音识别和自然语言

处理等任务上取得了重大成就。美国康奈尔大学 Lenz等[13]
借鉴深度学习在图像检

测及图像识别等任务中的成功经验，提出了基于深度学习的机器人抓取检测的方

法
[13, 14]
。与传统的依靠人工经验抽取样本点特征的方式相比，基于深度学习的机器

人抓取检测的方法可以自动学习如何识别和提取待抓取位置的特定特征。越来越

多的机器人学者研究如何将深度学习的方法应用于机器人抓取检测上从而使机器

人具备更强大的智能。大部分研究学者都是将深度学习的方法用来学习不同形状

和位姿的物体的末端执行器的最佳配置，基于深度学习的深层表达能力学习的参

数为每个图像预测多个抓取位置进行排序来找到最佳抓取位置。

基于深度学习的方法，Lenz等[13]
提出了基于稀疏自编码器的两步级联抓取检

测系统，构建两个大小网络用于提取 RGB-D输入数据的抓取特征，采用滑动窗的
方法搜索抓取框，最后在网络顶层添加支持向量机 (Support Vector Machine，SVM)
作为分类器的网络结构。在标准康奈尔抓取数据集

[16]
上达到 73.9%的检测准确率，

耗时 13.5s，由于采用类似于穷举法的搜索机制，需要在不同大小的图像块上使用
分类器进行重复计算，计算量非常大，且十分耗时。

Redmon 等[17]
认为采用滑动窗口的方法来预测抓取位置是一种非常耗时的方

法，而且使用单阶段的网络性能优于 Lenz 等的级联系统。为了避免在不同大小
-3-
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的图像块上重复计算，他们利用卷积神经网络强大的特征提取能力将整个图像输

入网络中，在整个图像上直接进行全局的抓取预测，目前大部分学者采用这种方

案
[15, 18]
。使用类似于 AlexNet[19]

的卷积神经网络模型来实现单阶段的检测方法，以

更快的速度达到了更高的检测精度，但是这种方法由于卷积神经网络结构的复杂

性仍然存在模型较大的缺陷。

Kumra等[14]
也采用将整个图像输入卷积神经网络中进行全局的抓取预测，网

络结构上，他们采用网络结构更复杂特征提取能力更强的 ResNet50 提取抓取特
征

[20]
，用 SVM预测抓取配置的参数。精度上可以达到比较好的检测精度，但是由

于模型采用层数较深的残差网络，导致网络模型和计算量都比较大。

Chu等[15]
提出了一种适合于多物体场景抓取模型，首先使用 ResNet50对输入

图像提取抓取特征，然后使用类似于 RPN网络的模型进行抓取框的推荐，最后经
ROI Pooling进行角度参数的分类和抓取框的回归。这种模型适用于多物体的抓取
场景，并且达到了较高的抓取检测准确率，由于模型较深且类似于级联系统导致模

型较大。

2.4 机器人抓取策略

在机器人分拣、搬运等抓取作业任务中，包括顶抓 (top-grasp) 和侧抓 (side-
grasp) 2种方式的平面抓取 (planar grasp)是最为常用的抓取策略。对于任意姿态的
未知不规则物体，在光照不均、背景复杂的场景下，如何利用低成本的单目相机实

现快速可靠的机器人自主抓取姿态检测具有很大的挑战。

机器人自主抓取姿态规划方法根据感知信息的不同可分为 2 类：一类是基于
物体模型的抓取姿态估计

[21, 22, 23]
，一类是不依赖物体模型的抓取姿态检测。基于模

型的方法需要给定精确、完整的物体 3维模型，然而低成本相机的成像噪声大，很
难扫描建立精确模型。另外，基于 3维模型的方法计算复杂，难以适应机器人实时
抓取判断的需求。

不依赖物体模型的方法借助于机器学习技术，其实质是将抓取位姿检测问题

转化成目标识别问题。例如，文 [24]提出了一种用 2维矢量矩形表示图像上物体
抓取位姿的直观方法。机器学习方法的出现令抓取检测不局限于已知物体。早期

的学习方法
[24]
需要人为针对特定物体设定特定的视觉特征，不具备灵活性。近年

来，深度学习
[25]
发展迅速，其优越性正在于可自主提取与抓取位姿有关的特征。
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第 3章 典型神经网络案例分析

3.1 基于复值神经网络的机器人智能抓取

3.1.1 一类离散时间复值 Hopfield神经网络的分析与综合

假设网络神经元的个数为 𝑛，其中第 𝑖个神经元的动态描述为：
𝑢𝑖 (𝑘 + 1) =

𝑛∑
𝑗=1

𝑇𝑖 𝑗𝑉 𝑗 (𝑘) + 𝑎𝑖𝑢𝑖 (𝑘) + 𝐼𝑖

𝑉𝑖 (𝑘) = 𝑔𝑖 [𝑢𝑖 (𝑘)] +
∫ 𝑏

𝑎
𝑥d𝑥

(3-1)

其中 𝑢𝑖 (𝑘) ∈ C, 𝑉𝑖 (𝑘) ∈ C和 𝐼𝑖 ∈ C分别为第 𝑖 个神经元在 𝑘 步的状态、输出和阈

值，𝑇𝑖 𝑗 ∈ C为第 𝑗 个神经元到第 𝑖个神经元的连接权值，𝑎𝑖 ∈ R是第 𝑖个神经元的

动态时间常数，𝑔(·) 为某种非线性复值函数，即 𝑔𝑖 : C→ C。
若定义 u = [𝑢1, · · · , 𝑢𝑛]𝑇 ∈ C𝑛, V = [𝑉1, · · · , 𝑉𝑛]𝑇 ∈ C𝑛, g = [𝑔1, . . . , 𝑔𝑛]𝑇 ∈

C𝑛 → C𝑛, T = [𝑇𝑖 𝑗 ] ∈ C𝑛×𝑛, A = diag(𝑎𝑖) ≜ diag(𝐴𝑖𝑖) ∈ C𝑛×𝑛, I = [𝐼𝑖] ∈ C𝑛，则系统
动态可写成： 

u(𝑘 + 1) = T · V(𝑘) + Au(𝑘) + I

V(𝑘) = g[u(𝑘)]
(3-2)

如果需要对公式的子公式进行编号，则使用subnumcases环境：

\begin{subnumcases}{\label{w} w\equiv}

0 & 𝑐 = 𝑑 = 0\label{wzero}\\

\sqrt{|c|}\,\sqrt{\frac{1 + \sqrt{1+(d/c)^2}}{2}} & |𝑐 | ≥ |𝑑 | \\
\sqrt{|d|}\,\sqrt{\frac{|c/d| + \sqrt{1+(c/d)^2}}{2}} & |𝑐 | < |𝑑 |

\end{subnumcases}

上述代码输出如下：

𝑤 ≡



0 𝑐 = 𝑑 = 0 (3-3a)√
|𝑐 |

√
1 +

√
1 + (𝑑/𝑐)2
2

|𝑐 | ≥ |𝑑 | (3-3b)

√
|𝑑 |

√
|𝑐/𝑑 | +

√
1 + (𝑐/𝑑)2
2

|𝑐 | < |𝑑 | (3-3c)

式 (3-3)中，label:w为整个公式的编号，label:wzero为子公式的编号。
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3.1.2 一类连续复值 Hopfield神经网络

考虑一类复值 Hopfield神经网络，该网络具有 𝑛个神经元，其动态描述如下：
d𝑢𝑖 (𝑡)

d𝑡
= −𝑐𝑖𝑢𝑖 (𝑡) +

𝑛∑
𝑗=1

𝑎𝑖 𝑗𝑉 𝑗 (𝑡) + 𝐼𝑖

𝑉𝑖 (𝑡) = 𝑓𝑖 [𝑢𝑖 (𝑡)]
(3-4)

其中 𝑢𝑖 (𝑡) ∈ C, 𝑉𝑖 (𝑡) ∈ C和 𝐼𝑖 ∈ C分别为第 𝑖 个神经元在时刻 𝑡 的状态、输出

和阈值，𝑎𝑖 𝑗 ∈ C为第 𝑗 个神经元到第 𝑖个神经元的连接权值，𝑐𝑖 > 0是第 𝑖个神经

元的动态时间常数， 𝑓 (·) 为某种非线性复值函数，即 𝑓𝑖 : C→ C。

3.1.3 一种具有多值状态的复值 Hopfield神经网络模型

具有多值状态的复值 Hopfield神经网络是传统的二值 Hopfield神经网络在复
数域的扩展。该网络具有 𝑛个神经元，单层全连接结构，每个神经元具有复平面单

位圆上的 𝐾 种状态，即若表示第 𝑙 个神经元在第 𝑘 步迭代中的状态为 𝑥𝑙 (𝑘)，则：

𝑥𝑙 (𝑘) = exp[𝑖𝜃𝐾 · 𝑙 (𝑘)], 𝜃𝐾 =
2𝜋

𝐾
, 𝑙 (𝑘) = 0, 1, · · · , 𝐾 − 1 (3-5)

图3-1给出了状态种类 𝐾 = 8时的神经元状态取值示例，其中状态种类数 𝐾 平

分复平面单位圆为 𝐾 等分。当记第 𝑗 个神经元到第 𝑙 个神经元的连接权值为 𝑤𝑙 𝑗

时，第 𝑙 神经元在第 𝑘 步迭代后的输出为：

𝑦𝑙 (𝑘) = csign𝐾
©­«
𝑛∑
𝑗=1

𝑤𝑙 𝑗 · 𝑥 𝑗 (𝑘)
ª®¬ (3-6)

其中激活函数 csign(·) 定义如下：

csign(𝑢) =


𝑒𝑖0, 0 ⩽ arg[𝑢 · exp(𝑖𝜋/𝐾)] < 2𝜋

𝐾

𝑒𝑖
2𝜋
𝐾 , 2𝜋

𝐾 ⩽ arg[𝑢 · exp(𝑖𝜋/𝐾)] < 4𝜋
𝐾

...
...

𝑒𝑖
2𝜋
𝐾 (𝐾−1) , (𝐾 − 1) 2𝜋𝐾 ⩽ arg[𝑢 · exp(𝑖𝜋/𝐾)] < 2𝜋

(3-7)

可见，激活函数 csign(·)实际上可理解为一种复数域上定义的 signum函数，它
将神经元状态的加权和映射到了复平面单位圆上最接近该加权和的量化点上，其

间加权和幅值固定映射成了 1。相应的状态转移过程如图3-1所示。
从激活函数的定义还可以看出，这种网络是一种全连接回归，且由于神经元的

状态有 𝐾 种 (𝐾 ⩾ 2)，因此可将该网络看作传统的二值 Hopfield神经网络在复数
-6-
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图 3-1 复值神经元状态 (𝐾 = 8)及状态转移规则

多值域中的扩展。于是，沿袭 Hopfield网络的状态更新方式，该类网络的状态更新
也可分同步和异步两种：

异步方式：网络中的神经元状态等概率地依式 (3-6)进行更新，一次只更新一
个神经元状态；

同步方式：网络的每次迭代中，所有神经元状态同时被更新，即依照下式更新：

X(𝑘 + 1) = Y(𝑘) = csign[W · X(𝑘)] (3-8)

其中 X(𝑘) 为神经元状态 𝑥(𝑘) 组成的列向量，W = (𝑤𝑘 𝑗 ) 为整个网络的连接权矩
阵。

3.2 基于轻量级卷积神经网络的机器人智能抓取

3.2.1 机器人抓取检测的问题描述

目前基于神经网络的机器人抓取位姿预测方法的研究主要集中在结合基础分

类网络如 AlexNet、ResNet等提高抓取检测准确性上，这些网络最初是为复杂的分
类任务和海量数据的特点而设计的，网络结构通常具有大量的参数，需要大量的

计算和存储资源。针对上述深度学习抓取检测方法的不足，文献 [27]提出了基于
SqueezeNet的轻量级卷积神经网络抓取预测模型，在不降低准确率的情况下，该网
络模型更小，需要的存储资源更少，速度更快，更适合于移动机器人平台中。类似

的设计轻量级模型的工作如 [26]。
如图3-2所示的抓取位姿预测问题与如图3-3所示普通检测问题的区别在于：抓

取位姿预测问题不只是在最佳抓取位置处预测出类似于普通检测问题形式的回归
-7-
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框，还要预测出最佳抓取位姿 (𝑥, 𝑦, ℎ, 𝑤, 𝜃)。

图 3-2 五维抓取表示

图 3-3 普通检测表示

机器人抓取位姿检测问题可以被表述为对于给定对象的图像 𝐼 找到最佳抓取

位姿 𝑔。图3-2显示了一个五维抓取表示[13]
，以便对物体的潜在的最佳抓取位姿进

行表示，五维抓取位姿 𝑔可以表示为式 (3-9)：

𝑔 = 𝑓 (𝑥, 𝑦, ℎ, 𝑤, 𝜃) (3-9)

其中 (𝑥, 𝑦)是与抓取矩形的中心对应的坐标，ℎ是平行板的高度，𝑤是平行板
之间的最大距离，𝜃是抓取矩形相对于水平轴的取向。蓝线 ℎ表示二指机器人手爪

的平行板，红线 𝑤 对应于抓取之前手爪的平行板之间的距离，该五维抓取表示给

出了在对物体执行抓取时平行板夹具的位置和方向。Lenz等表明一个最佳的五维
抓取表示可以被映射回一个可以被机器人用来执行抓取的七维抓取表示，还可以

降低计算成本。

3.2.2 多模态轻量级抓取检测模型架构

与以前的方法
[13, 14, 15]

相比，文献 [27] 使用一个小型轻量级的卷积神经网络架
构 SqueezeNet-RM(SqueezeNet Regression Model)，该架构结合 SqueezeNet[28]

参数

少的优点和 DenseNet[29]
多旁路连接加强特征复用的思想能提升抓取检测准确率的
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优点，在康奈尔抓取数据集检测任务上，在保证准确率不降低的情况下，网络模型

更小，所需存储空间更少，模型速度更快。

如图3-4所示，整体架构的思想是在 SqueezeNet 网络模型中引入 DenseNet 增
加旁路加强特征复用的思想，conv1和 conv10之后加入 Batch Normalization，并在
最后一层后面添加一个全连接层。全连接层有六个输出神经元对应抓取矩形框的

坐标，四个神经元对应位置和高度，抓取角度使用两个附加的参数化坐标：正弦和

余弦的两倍角。网络直接从原始图像回归出抓取位姿 (𝑥, 𝑦, ℎ, 𝑤, 𝜃)。

3.2.3 SqueezeNet轻量级卷积神经网络架构

如图3-4，SqueezeNet-RM网络模型以一个独立的卷积层 conv1为开端，相邻的
是 8个 fire模块，之后加一个独立的卷积层 conv10，最后以一个最终的全连接层
结束。在层 conv1，fire4，fire8和 conv10之后使用步长为 2的 max-pooling、fire2、
fire4、fire6分别向后面的每一层引出旁路连接，这些相对较后的 pooling和旁路连
接有助于提高检测精度。

类似于 Inception[30]
和 DenseNet[31]

的模块化思想，SqueezeNet神经网络采用了
模块化的设计思想，它的基础模块称为 fire模块，如图3-5所示: fire模块含两部分：
squeeze层和 expand层。首先使用 1× 1的卷积操作对输入特征图进行压缩，其卷积
核数要少于上一层 feature map数，输出特征图的数量可以远比输入特征图的数量
少，这是 squeeze层的设计。然后，采用不同大小的卷积核 1 × 1和 3 × 3进行卷积
操作，将这些卷积操作的输出特征图 concat起来，这是 expand层操作，最终将特
征图的数量提升上去。将上述 fire模块堆叠，得到 SqueezeNet网络。

SqueezeNet 通过 fire 模块和自身优化结构，采用了以下几种常用的策略实现
参数的减少。策略 1: 使用 1 × 1过滤器替换 3 × 3过滤器,因为 1 × 1滤波器具有比
3 × 3滤波器少 9倍的参数，见图3-5中 Squeeze层。策略 2：使用 Squeeze层将输
入到 3 × 3过滤器的通道的数量减少。具体而言，对于一个完全由 3 × 3滤波器组
成的卷积层，该层中的参数的总量是 (输入通道的数量)×(滤波器的数量)×3× 3，因
此，为了在 CNN中保持小的参数总数，在采用策略 1的同时还要减少 3× 3滤波器
的输入通道的数量。策略 3：延迟降采样，以使卷积层具有大的激活图，见图3-4中
的 Maxpool位置，大的激活图 (通过延迟降采样)可以获得更高的检测精度，有助
于提高任务的准确性

[32]
。策略 1和 2在试图保持准确性的同时减少 CNN中的参数

的数量，策略 3是在有限的参数运算量上最大化精度。
文献 [27]采用在 ImageNet分类问题上表现最佳的 SqueezeNet (Simple Bypass

Conection) 架构[28]
。SqueezeNet 是一个全卷积网络，在 fire9 层之后添加了一个随

机失活层 dropout[33]
，以避免过拟合，在 SqueezeNet网络的最后一层添加一个全连
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图 3-4 SqueezeNet-RM网络模型
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图 3-5 fire模块

接层 Fully Connected Layer (FC层)作为输出层。

3.3 基于级联卷积神经网络的机器人智能抓取

3.3.1 机器人抓取检测的问题

机器人抓取检测问题包括 2个部分：抓取位置确定和抓取姿态估计。传统的位
置检测方法根据二值化的图像计算物体重心作为抓取位置，但是可抓取位置不在

重心处的物体甚多。通常采用滑动窗口法
[34, 35]

解决抓取点不在重心上的问题，但

此方法以遍历搜索获得最优解，时间代价大。文 [36]对此作出了改进，通过缩小
搜索区域范围并减少搜索窗旋转次数来实现时间的优化。Pinto等人[37]

尝试用随机

采样法缩短定位时间，但检测结果因依赖采样位置而表现不稳定，且计算时间减

少的成效不明显。在抓取姿态估计方面，文 [35, 38]将最优搜索窗的旋转角度作为
抓取角度，文 [37]率先以旋转角度为标签将抓取检测感知部分当作分类问题解决，
但这些属于粗估计方法，低精度的抓取角度可导致机器人在实际抓取时因受力点

错误而抓取失败。因此，减少抓取定位时间消耗和提升姿态估计精度是机器人在

线抓取检测时亟待解决的 2个问题。
深度神经网络用于机器人抓取位姿检测的另一个问题是，已有公开模型如文

[35] 和文 [39] 所提出的模型等都是在封闭大数据集上训练所得，通常需要随机器
人部署而扩展关于实际特定抓取对象的小样本数据集。迁移学习为特定任务小样

本集下深度网络模型训练提供了方法。自建的数据集规模虽小，但能够在已经过

百万级封闭数据集训练并具有基本特征提取能力的模型上微调训练，令在特定小

样本集下训练的模型仍具有卓越的性能。这样不仅能缩短训练周期，还可提升整

个系统的拓展性。
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文献 [40] 针对任意姿态的未知不规则物体，提出一种适于顶抓策略的平面抓
取位姿快速检测方法，其主要研究内容及贡献包括：

(1) 提出一种抓取姿态细估计的卷积神经网络模型 Anlge-Net。
(2) 在此基础上，提出一种两阶段级联式抓取位姿检测模型。模型第 1阶段先

以基于区域的全卷积网络
[41]
为基础提取少量且可靠的候选抓取位置，再对候选结

果筛选排序确定最优抓取位置，以此加快检测速度；第 2阶段为 Angle-Net在前一
阶段输出的局部位置图像下计算抓取角度。相比于文 [37]的方法，直接计算的抓
取角度误差更小，抓取检测精度得以提升。

3.3.2 机器人抓取问题描述

机器人平面抓取作业任务如图3-6所示。机器人视觉系统分析给定抓取场景的
彩色图像，推断出顶抓策略下的目标物体最优抓取位姿。

图 3-6 机器人抓取作业任务示例

为使抓取检测结果与机器人末端执行器位姿对应，图像中抓取位姿检测结果

采用基于文 [24]方法简化得到的“点线法”表示，如图3-6中的采集图像部分所示，
圆点为抓取位置的中心点，图像坐标系下记作 (𝑢, 𝑣)，对应机器人末端执行器两指
连线的中点；短实线对应机器人末端执行器的两指连线，抓取角度 𝜃为该线顺时针

旋转时与图像坐标系下 𝑋 轴正方向的夹角，对应机器人末端执行器绕机器人基坐

标系 𝑍 轴旋转的角度。考虑到抓取角度的对称性，设 𝜃 ∈ [0, 180)。线长 𝑙对应机器

人末端执行器尝试抓取时的两指开度。

针对上述研究目标和相关定义，机器人抓取检测问题可描述如下：𝑡 时刻机器

人获取目标的 𝑛维度特征序列 𝑋 (𝑡) = (𝑥1(𝑡), 𝑥2(𝑡), · · · , 𝑥𝑛 (𝑡))，有

𝐺 (𝑢(𝑡), 𝑣(𝑡), 𝜃 (𝑡), 𝑙 (𝑡)) = 𝐹 (𝑋 (𝑡)) (3-10)
-12-
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其中，𝐹为级联机器人平面抓取位姿检测模型，𝐺为“点线法”表示的抓取检

测结果。

3.3.3 R-FCN与 Angle-Net级联的抓取检测器

抓取位姿检测任务包括抓取点确定和抓取姿态估计 2 个阶段。采取由粗到细
的方式，针对各部分任务设计对应的卷积神经网络，并将网络级联成最终的检测模

型。

模型结构如图3-7所示，第 1 个阶段可视作定位与分类问题，以 R-FCN 为基
础实现抓取定位以及抓取角度的粗估计；第 2 个阶段转换成回归问题，通过构造
Angle-Net模型实现抓取角度的精细估计。

图 3-7 抓取位姿检测模型结构

针对目标检测问题已提出了许多优秀的深度学习模型，根据文
[43]
的研究，基

于区域的全卷积网络 (R-FCN)兼具优秀的检测速度和准确率。故本文选用 R-FCN
实现图像中候选抓取位置的提取，可抓取位置在图像上由边界框 (bounding-box)标
出，抓取点即为边界框中心点．为实现抓取角度的粗估计，以抓取角度 𝜃为分类标

签，共计 4类：0◦, 45◦, 90◦, 135◦。为在提高检测速度的同时尽量降低对检测结果
的影响，抓取位置候选框定为 300个。R-FCN模型输入为任意尺寸的包含目标物
体的场景图像，输出为候选框及其对应的可靠性分数，通过筛选和排序确定在工作

区域内分数最高的抓取位置。

深度网络目标检测模型根据感兴趣区域 (RoI) 池化层分为两大类：一类是共
享计算的全卷积子网络模型，如 R-CNN[44]

、快速 R-CNN[45]
、更快 R-CNN [46]

；另

一类为不共享计算的作用于各自 RoI 的子网络模型，如 SSD (single shot multibox
detector)[47]

、YOLO (you only look once) [48]
。R-FCN基于 R-CNN的框架，即先进行

区域建议再进行区域分类的策略，为了使检测能对目标的平移做出准确响应，采

用全卷积网络 (FCN)，用专门的卷积层构建位置敏感分数图 (position-sensitive score
map)。每个空间敏感地图对 RoI的相对空间位置信息进行编码，并在 FCN上面增

-13-



哈尔滨工业大学（深圳）本科毕业设计（论文）

加 1个位置敏感的 RoI池化层来监管这些分数图。R-FCN的结构如图3-8所示。

图 3-8 R-FCN模型结构

设待检测类别共有 𝑐类，在机器人抓取检测模型中 𝑐 = 4。R-FCN结构中的基
础卷积网络基于残差网络 (ResNet)[49]

，采用 ResNet的前 100层并在其最后接一个
1× 1× 1024的全卷积层。基础卷积网络用于特征提取并输出特征图。区域建议网络
沿用更快 R-CNN中的区域建议网络 (region proposal network，RPN)[46]

网络，生成

多个 RoI，即抓取位置候选区域，每个 RoI被分成 𝑘 × 𝑘 块。𝑘2位置敏感分数图作
为 R-FCN中的最后一层卷积层，其功能是输出用于分类的结果。R-FCN中对 RoI
的 (𝑖, 𝑗) 块 (0 ⩽ 𝑖, 𝑗 ⩽ 𝑘 − 1) 进行位置敏感的池化操作，定义为式 (3-11)：

𝑟𝑐 (𝑖, 𝑗 | 𝜃) =
∑

(𝑥,𝑦)∈(𝑖, 𝑗)

𝑧𝑖, 𝑗 ,𝑐 (𝑥 + 𝑥0, 𝑦 + 𝑦0 |Θ)
𝑛

(3-11)

其中，𝑟𝑐 (𝑖, 𝑗 | 𝜃) 表示 (𝑖, 𝑗) 块对第 𝐶 类的池化响应；𝑧𝑖, 𝑗 ,𝑐 是 𝑘2(4 + 1) 分数图
中的一个，(𝑥0, 𝑦0)表示 RoI的左上角；𝑛表示的是每一块当中的像素值，Θ为待学
习参数。

池化操作后输出 𝑘2 个位置敏感的分数图，利用式 (3-12)和式 (3-13)得到每一
类最终的分数，用于计算损失。

𝑟𝑐 (Θ) =
∑
𝑖, 𝑗

𝑟𝑐 (𝑖, 𝑗 | 𝜃) (3-12)

𝑠𝑐 (Θ) =
exp[𝑟𝑐 (Θ)]
𝐶∑
𝑐′=0

exp[𝑟𝑐′ (Θ)]
(3-13)

用模型直接输出角度值替代角度分类标签值可实现更高精度的抓取姿态估计，

故构建姿态细估计模型 Angle-Net，结构如图3-9所示。
-14-
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图 3-9 Angle-Net结构

Angle-Net由 4个卷积层和 2个全连接层组成。卷积层的卷积核个数分别为 16、
32、64、128，全连接层的神经元个数均为 4096。损失函数 (loss function) 作为模
型预测值与真实值差异程度的估量函数，决定了模型训练的收敛速度和最终效果。

Angle-Net 的损失函数采用 L1 范数函数，为防止过拟合，在损失函数的基础上加
上正则化项，定义如式 (3-14)：

𝐿 =
1

𝑁

(���𝜃′ − 𝜃0��� + 𝑛∑
𝑖

𝜆𝜔2𝑖

)
(3-14)

其中，𝜃0为期望的抓取角度，𝜆为正则化项，𝜔𝑖 为模型权值参数。

3.3.3.1 四级标题示例

3.4 表格绘制示例

表格按规定为五号字，引用表格示例：表3-1.

表 3-1 符号说明

序号 符号 意义

1 𝐶𝑁𝐶𝑖# 编号为 𝑖的 CNC, 𝑖 = 1, 2, · · · , 8

2 𝑡𝑚𝑗 RGV移动 𝑗 个单位所需时间, 𝑗 = 0, 1, 2, 3

3 𝑡𝑐𝑛𝑐 CNC加工完成一道工序的物料所需时间

4 𝑡𝑐𝑛𝑐1 CNC加工完成第一道工序所需时间

5 𝑡𝑐𝑛𝑐2 CNC加工完成第二道工序所需时间

-15-
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定义定理等环境示例：模板支持以下环境：definition、theorem、proposition、
corollary、lemma、remark、exam、exer、note、proof、assumption、conclusion、solution，
第二对 {}内的内容为此定理的 label，可以用此 label引用，定理3.1如下。

定理 3.1（正弦定理）
𝑎

sin 𝐴
=

𝑏

sin 𝐵
=

𝑐

sin𝐶
(3-15)

证明 以下是一段无意义文字：Fusce mauris. Vestibulum luctus nibh at lectus. Sed
bibendum, nulla a faucibus semper, leo velit ultricies tellus, ac venenatis arcu wisi vel nisl.
Vestibulum diam. Aliquam pellentesque, augue quis sagittis posuere, turpis lacus congue
quam, in hendrerit risus eros eget felis. Maecenas eget erat in sapien mattis porttitor.
Vestibulum porttitor. Nulla facilisi. Sed a turpis eu lacus commodo facilisis. Morbi
fringilla, wisi in dignissim interdum, justo lectus sagittis dui, et vehicula libero dui cursus
dui. Mauris tempor ligula sed lacus. Duis cursus enim ut augue. Cras ac magna. Cras
nulla. Nulla egestas. Curabitur a leo. Quisque egestas wisi eget nunc. Nam feugiat lacus
vel est. Curabitur consectetuer. □

-16-
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结 论

学位论文的结论作为论文正文的最后一章单独排写，但不加章标题序号。结论

是对整个论文主要成果的总结。在结论中应明确指出本研究内容的创新性成果或

创新点（含新见解、新观点），并指出今后进一步在本研究方向进行研究工作的展

望与设想，上述各项用（1）.（2）. · · · 表述，不要将结论写成论文的摘要。结论
字数一般在 2000字以内。
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附录 A 外文资料翻译

题目：基于驾驶员—车辆—道路交互的驾驶安全场

期刊：IEEE Transactions on Intelligent Transportation Systems, 2015, 16: 2203-
2214.
摘要：车辆驾驶安全受许多因素的影响，包括驾驶员、车辆和道路环境，它们

之间的相互作用非常复杂。现有的评估驾驶安全性的方法仅考虑有限的因素及其

相互作用，基于运动学和动力学的车辆驾驶安全辅助系统难以适应日益复杂的交

通环境。在本文中，我们提出了一个新的概念——驾驶安全场。驾驶安全场利用场

论来表示由驾驶员、车辆、道路状况和其他交通因素引起的风险因素。本文构建了

一个统一的驾驶安全场模型，包括以下三个部分：（1）势能场，由道路上的静止物
体构成，例如停止的车辆；（2）动能场，由道路上的移动物体构成，例如车辆和行
人；（3）行为场，由驾驶员的个人特征构成。

A.1 求和算子

求和算子是用以表达多个数求和运算的一个缩略符号，它在统计学和计量经

济学分析中扮演着重要作用。如果 {𝑥𝑖 : 𝑖 = 1, 2, · · · , 𝑛}表示 𝑛个数的一个序列，那

么我们就把这 𝑛个数的和写为式 (A-1)：

𝑛∑
𝑖=1

𝑥𝑖 ≡ 𝑥1 + 𝑥2 + · · · + 𝑥𝑛 (A-1)

引用图片示例：图A-1

图 A-1 附录插图示例：Angle-Net结构
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附录 B 其他附录文本

Nam dui ligula, fringilla a, euismod sodales, sollicitudin vel, wisi. Morbi auctor lorem
non justo. Nam lacus libero, pretium at, lobortis vitae, ultricies et, tellus. Donec aliquet,
tortor sed accumsan bibendum, erat ligula aliquet magna, vitae ornare odio metus a mi.
Morbi ac orci et nisl hendrerit mollis. Suspendisse ut massa. Cras nec ante. Pellentesque
a nulla. Cum sociis natoque penatibus et magnis dis parturient montes, nascetur ridiculus
mus. Aliquam tincidunt urna. Nulla ullamcorper vestibulum turpis. Pellentesque cursus
luctus mauris.

B.1 求和算子

求和算子是用以表达多个数求和运算的一个缩略符号，它在统计学和计量经

济学分析中扮演着重要作用。如果 {𝑥𝑖 : 𝑖 = 1, 2, · · · , 𝑛}表示 𝑛个数的一个序列，那

么我们就把这 𝑛个数的和写为式 (B-1)：

𝑎2 + 𝑏2 = 𝑐2 (B-1)

引用图片示例：图B-1

图 B-1 附录插图示例：fire模块
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